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ABSTRAK: Kepadatan kering maksimum (MDD) memiliki arti penting dalam rekayasa geoteknik karena menandakan massa 

tanah yang ideal per satuan volume pada kondisi tertentu. Hal ini penting dalam menentukan stabilitas dan efektivitas 

berbagai pekerjaan tanah, seperti tanggul dan fondasi. MDD dapat bervariasi berdasarkan faktor-faktor yang meliputi jenis 

tanah, distribusi ukuran butiran, tingkat pemadatan, dan kadar air. Biasanya, peningkatan upaya pemadatan menghasilkan nilai 

MDD yang lebih tinggi, yang mengarah ke struktur yang lebih padat, sementara peningkatan kadar air cenderung 

menurunkannya. Estimasi MDD yang tepat sangat penting bagi para insinyur untuk membuat keputusan yang tepat, guna 

memastikan umur panjang dan keamanan struktur teknik sipil dari waktu ke waktu. Makalah ini memperkenalkan metode baru 

untuk memprediksi kepadatan kering maksimum (MDD) dengan menggunakan algoritma regresi vektor dukungan kuadrat 

terkecil (LSSVR). Pendekatan ini melibatkan penggunaan teknik LSSVR untuk mengembangkan model yang tepat yang 

menghubungkan MDD tanah yang distabilisasi dengan beberapa karakteristik tanah intrinsik seperti distribusi ukuran 

partikel, plastisitas, kembang susut linier, dan komposisi serta jumlah bahan stabilisasi yang digunakan. Dalam penelitian 

ini, dataset lengkap yang terdiri dari 187 sampel dari berbagai jenis tanah yang bersumber dari hasil uji stabilisasi yang telah 

dipublikasikan sebelumnya digunakan untuk memformulasikan dan mengevaluasi model prediktif. 

 
Kata Kunci: kata kunci, tidak bolrh, lebih dari, 5 kata  

 
1. PENDAHULUAN 

 Karena keragaman jenis tanah yang sangat luas 

yang ditemukan di alam, tidak semua tanah cocok untuk 

jenis struktur tanah tertentu. Inilah sebabnya mengapa 

tanah memiliki sejarah terpanjang dan merupakan bahan 

konstruksi yang paling banyak digunakan. Seperti material 

konstruksi lainnya, setiap jenis tanah memiliki metode 

ilmiah dan daya dukungnya masing-masing. Tanah 

merupakan hal yang sangat penting dalam teknik sipil, 

terutama ketika merancang struktur yang bersentuhan 

langsung dengan tanah, seperti konstruksi berbasis tanah, 

pondasi, dan tanggul [1], [2], [3]. Karena ketidakpastian 

yang signifikan dalam analisis dan konstruksi tanah, 

struktur-struktur ini membutuhkan faktor keamanan yang 

jauh lebih tinggi daripada bahan bangunan lainnya. 

Namun, terlepas dari apakah mereka digunakan dalam 

kondisi alami atau dengan perbaikan seperti pemadatan, 

konsolidasi, dan penguatan, tanah dan batu masih 

merupakan elemen bangunan yang diperlukan [4], [5]. 

 Stabilisasi kimiawi adalah proses yang 

memasukkan bahan kimia tertentu, seperti aspal, kapur, 

semen, atau kombinasinya, ke dalam tanah. Bahan kimia 

ini berinteraksi dengan komponen alami tanah untuk 

meningkatkan kekuatannya, mengubah permeabilitas, 

porositas, volume, dan kepadatannya, membuat tahan air, 

dan mengurangi abrasi permukaan dengan menyatukan 

partikel-partikel tanah [6]. Stabilisasi kimiawi, yang 

melibatkan penambahan bahan kimia, sering kali 

menurunkan biaya proyek-proyek teknik sipil termasuk 

membangun jalan, fondasi, dan dinding tanah. Berbagai 

hasil, termasuk penyesuaian kekuatan, penyusutan, 

kepadatan, dan daya tahan, dapat diperoleh dari prosedur 

ini. Biasanya, salah satu faktor terpenting dalam menilai 

apakah suatu tanah dapat diterima untuk stabilisasi adalah 

kepadatan kering maksimum (MDD). MDD berfungsi 

sebagai kriteria kinerja stabilisasi dan merupakan indikator 

yang dapat diandalkan untuk hasil stabilisasi di lapangan. 

Hal ini merepresentasikan kondisi tanah setelah pemadatan 

tetapi sebelum pemeraman [7], [8], [9]. 

 Dengan mengembangkan model matematis untuk 

memperkirakan nilai MDD berdasarkan sifat-sifat tanah 

sebelum stabilisasi, seperti tekstur, plastisitas, serta jumlah 

dan jenis kembang susut lapisan, seseorang dapat 

menyederhanakan proses dan mengurangi kebutuhan akan 

eksperimen laboratorium MDD yang ekstensif dan 

melelahkan pada proyek-proyek konstruksi baru. Selain 

itu, hal ini dapat meningkatkan pemahaman mengenai 

hubungan yang menantang di antara sifat-sifat tanah dan 

parameter-parameter yang berpotensi mempengaruhi. 

 Sementara itu, beberapa penelitian telah 

mengeksplorasi perubahan sifat material sebelum dan 

sesudah stabilisasi, hanya sedikit yang berusaha 

memprediksi MDD menggunakan sifat-sifat ini. Penelitian 

sebelumnya berkonsentrasi pada simulasi peningkatan 

kekuatan dan densitas yang dihasilkan dari stabilisasi 

kimia dengan menggunakan teknik pencarian hibrida 

seperti simulated annealing (SA) dan pemrograman 

genetik (GP) serta variasinya, seperti pemrograman 

genetik linier (LGP) . Sebagai contoh, Heshmati dkk. 

menggunakan GP∕[10], [11]SA untuk memperkirakan 

MDD campuran stabilisator tanah [12], [13], [14]. Terlepas 

dari sejarah panjang stabilisasi dengan menggunakan 

bahan semen, belum banyak penelitian yang dilakukan 

mengenai penggunaan jaringan syaraf tiruan (JST) untuk 

mencapai tujuan ini [15], [16]. 

 Meskipun beberapa penelitian telah meneliti 

perubahan sifat material sebelum dan sesudah distabilisasi, 

namun masih sedikit penelitian yang berfokus pada 

prediksi MDD berdasarkan sifat-sifat ini. Penelitian 

sebelumnya sebagian besar berfokus pada penggunaan 

algoritma pencarian hibrida seperti simulated annealing 

(SA) yang dikombinasikan dengan pemrograman genetik 
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(GP) dan cabang- cabangnya, seperti pemrograman genetik 

linier (LGP), untuk meniru peningkatan densitas dan 

kekuatan yang dihasilkan dari stabilisasi kimiawi [17], 

[18], [19]. Sebagai contoh, Heshmati et al. menggunakan 

metodologi GP∕ SA untuk memperkirakan MDD campuran 

stabilisator tanah [12], [20]. Terlepas dari sejarah yang 

panjang dari stabilisasi dengan menggunakan bahan 

semen, eksplorasi mengenai penerapan jaringan syaraf 

tiruan (JST) untuk mencapai tujuan ini masih kurang [21], 

[22], [23]. 

Machine learning (ML) secara signifikan 

meningkatkan efisiensi pemrosesan data dalam skenario 

yang kompleks, di mana memahami informasi yang 

diekstraksi merupakan hal yang menantang. Tingginya 

permintaan untuk ML berasal dari berlimpahnya kumpulan 

data, yang mendorong relevan. Tujuan utama ML adalah 

untuk memperoleh pengetahuan dari data, mendorong 

penelitian ekstensif tentang pembelajaran mesin otonom 

tanpa pemrograman eksplisit. Para ahli matematika dan 

pemrogram menggunakan beragam metodologi untuk 

mengatasi tantangan yang ditimbulkan oleh kumpulan data 

yang besar. ML, sebuah subbidang dari kecerdasan buatan, 

mengembangkan algoritme yang memperoleh 

pengetahuan dari kumpulan data dan terus meningkatkan 

kinerja. ML unggul dalam mengelola set data yang 

kompleks, mengidentifikasi tren, dan membuat prediksi 

yang akurat. Metodologi ML yang didokumentasikan 

secara ekstensif mencakup pembelajaran yang diawasi dan 

tidak diawasi, pembelajaran penguatan, dan pembelajaran 

mendalam. ML digunakan secara luas di bidang kesehatan, 

keuangan, manufaktur, dan transportasi, yang 

menunjukkan potensi dalam analisis citra medis, deteksi 

anomali, identifikasi penipuan, dan manajemen risiko. 

Literatur ilmiah secara ekstensif mengeksplorasi ide-ide ini 

[24], [25]. 

Investigasi yang dilakukan oleh Grundi dkk. [26] 

menguji keampuhan model PNN dan MLPNN dalam 

mengestimasi parameter kualitas air yang penting, 

khususnya DO dan kebutuhan oksigen biokimia lima hari 

(BOD 5). Melalui evaluasi komprehensif dengan 

menggunakan berbagai metrik statistik, penelitian ini 

mengungkapkan kinerja model PNN yang lebih unggul 

daripada model MLPNN dalam hal akurasi estimasi untuk 

parameter DO dan BOD. Selain itu, penggabungan 

variabel input tambahan menunjukkan peningkatan kinerja 

model dalam kondisi tertentu. Hal yang paling penting 

adalah kemampuan model PNN dalam mengestimasi 

parameter kualitas air, yang dibuktikan dengan indikator 

evaluasi yang optimal untuk memprediksi BOD (R2= 0.93, 

RMSE= 0.231, MAE= 0.197) dan DO (R2= 0.94, RMSE= 

0.222, MAE= 0.175). 

Penelitian yang dilakukan oleh Allawi dkk. [24] 

memperkenalkan model GA-CANFIS baru yang 

dimodifikasi untuk memprediksi penguapan waduk, yang 

menunjukkan kinerja yang lebih unggul dibandingkan 

dengan model kecerdasan buatan yang terkemuka seperti 

GA-ANFIS, GA- SVR, dan GA-RBFNN dalam hal 

akurasi. Khususnya, model GA-CANFIS yang 

dimodifikasi mencapai hasil yang luar biasa dengan RMSE 

minimum (15,22 mm bulan−1untuk AHD, 8,78 mm 

bulan−1untuk TTD), MAE minimum (12.48 mm 

bulan−1untuk AHD, 5.11 mm bulan−1untuk TTD), dan 

koefisien determinasi maksimum (0.98 untuk A HD, 0.95 

untuk TTD) di kedua studi kasus (Bendungan Tinggi 

Aswan dan Bendungan Timah Tasoh). Temuan ini 

menggarisbawahi keampuhan model GA-CANFIS yang 

dimodifikasi sebagai alat yang kuat untuk prediksi 

penguapan waduk yang akurat, yang menawarkan 

kemajuan yang menjanjikan dalam pengelolaan waduk dan 

perencanaan sumber daya air. Dalam penyelidikan mereka, 

[27], [28] menetapkan untuk menilai kemanjuran berbagai 

model pembelajaran mesin dalam memprediksi 

konsentrasi ozon jangka pendek. Secara khusus, LR, SVR, 

GPR, dan ANN muncul sebagai yang paling menjanjikan, 

menghasilkan nilai R2tertinggi sebesar 83% dan 89% 

dengan hiperparameter spesifik di berbagai stasiun 

pemantauan. Untuk mengukur kinerja model secara 

komprehensif penelitian ini menggunakan metrik seperti 

RMSE, MAE, R2, dan waktu pelatihan. Nilai R2, yang 

berfungsi sebagai indikator penting dari akurasi prediksi, 

mendekati satu dalam kasus-kasus dengan tingkat presisi 

yang tinggi. Untuk melakukan analisis mereka, para 

peneliti memanfaatkan set data konsentrasi ozon yang 

bersumber dari sistem pemantauan kualitas udara yang 

terletak di tiga stasiun yang berbeda di Semenanjung 

Malaysia. Dengan menggunakan dataset ini, model-model 

tersebut menjalani validasi melalui optimalisasi 

hiperparameter mereka, sehingga memberikan wawasan 

yang berharga mengenai prakiraan konsentrasi ozon 

jangka pendek dan implikasinya terhadap manajemen 

kualitas udara. Sebuah studi oleh Khouja dkk. [29] 
melakukan penelitian yang bertujuan untuk menciptakan 

model baru menggunakan algoritma sistem inferensi 

neuro-fuzzy (CAN-FIS) yang dimodifikasi untuk 

meningkatkan ekstraksi fitur dalam kerangka kerja 

berbasis data. Temuan mereka menyoroti keunggulan 

model CANFIS yang dimodifikasi dibandingkan model 

tradisional seperti ANFIS, SVR, dan RBF-NN dalam 

memprediksi penguapan. Model CANFIS yang 

dimodifikasi menunjukkan nilai kesalahan relatif di bawah 

23% untuk Bendungan Tinggi Aswan (AHD) dan 20% 

untuk Bendungan Timah Tasoh (TTD), disertai dengan 

nilai kesalahan absolut rata-rata (MAE) sebesar 12,72 mm 

bulan−1untuk AHD dan 7,63 mm bulan−1untuk TTD, 

serta nilai RMSE sebesar 15,42 mm bulan−1untuk AHD 

dan 8,53 mm bulan−1untuk TTD. Selain itu, penelitian ini 

juga menghasilkan koefisien deter-minasi yang tinggi, 

yaitu 0,96 untuk AHD dan 0,91 untuk TTD. Penelitian ini 

juga mengeksplorasi metode untuk mengatasi keterbatasan 

model yang ada untuk lebih meningkatkan akurasi. 

Khususnya, mereka menghitung persentase peningkatan 

akurasi, yang disebut IA, antara model CANFIS yang 

dimodifikasi dan model tradisional, yang menggambarkan 

kemajuan yang menjanjikan dalam kemampuan prediktif 

dan menggarisbawahi pentingnya menyempurnakan 

metodologi yang ada untuk hasil yang lebih tepat. 

Penelitian ini berfokus pada pengembangan model 

regresi vektor pendukung kuadrat terkecil (least square 

support vector regression, LSSVR) untuk memprediksi 

MDD secara akurat. Model prediksi yang akurat untuk 

MDD sangat penting dalam teknik sipil karena model ini 

mengoptimalkan konstituen campuran dan memfasilitasi 
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hasil kinerja yang diinginkan. Para insinyur dapat 

mencapai daya tahan dan keberlanjutan dengan membuat 

keputusan yang tepat terkait penggunaan material, desain 

struktur, dan metode konstruksi. Namun, untuk 

meningkatkan kinerja prediktif LSSVR diperlukan 

parameter optimasi parameter. Untuk mengatasi hal ini, 

penelitian ini mengintegrasikan dua algoritma optimisasi, 

optimisasi Leader Harris Hawk (LHHO) dan optimisasi 

distribusi normal tergeneralisasi (GNDO). Pendekatan ini 

bertujuan untuk meningkatkan proses desain dan 

konstruksi yang terkait dengan MDD, yang bermanfaat 

bagi sektor infrastruktur dan lingkungan binaan. Kerangka 

kerja yang diusulkan dievaluasi dengan menggunakan 

kumpulan data MDD yang telah dipublikasikan, dan 

analisis komparatif dilakukan untuk menilai efektivitas dan 

kinerjanya. Selain itu, beberapa penilaian kriteria 

digunakan untuk menilai kinerja model-model ML yang 

digunakan dalam penelitian ini. 

 

2. METODOLOGI PENELITIAN 

Sebuah metode untuk memperkirakan MDD tanah 

melibatkan penggunaan enam variabel, termasuk 

persentase semen dan kapur, serta indeks plastisitas (PI), 

Batas Cair (LL), dan batas plastis (PL). Model LSSVR 

digunakan untuk memprediksi MDD berdasarkan variabel- 

variabel prediktor tersebut. Proses pengumpulan data 

dilakukan dengan mengumpulkan sampel tanah dari 

berbagai lokasi dan melakukan pengujian laboratorium, 

seperti yang ditunjukkan pada Tabel 1, yang meliputi 

sumber sampel, jumlah sampel, dan rentang variable [9], 

[30], [31], [32]. Uji Atterberg Limits digunakan untuk 

menentukan LL, PL, dan PI, sementara teknik normal 

digunakan untuk menghitung persentase tanah, semen, dan 

kapur. Kadar air pada saat tanah berubah dari kondisi 

plastis menjadi cair ditunjukkan oleh LL, dan kadar air 

pada saat tanah berubah dari kondisi plastis menjadi semi-

padat ditunjukkan oleh PL. Perbedaan antara LL dan PL 

adalah PI, yang merupakan singkatan dari plastisitas tanah. 

Terakhir, tergantung pada informasi yang dikumpulkan 

mengenai karakteristik tanah dan jumlah semen, kapur, 

LL, PL, dan PI, beberapa rumus dan korelasi digunakan 

untuk memperkirakan MDD tanah. Selanjutnya, sebaran 

dan histogram distribusi antara input dan MDD 

ditunjukkan pada Gbr. 1 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

3. HASIL DAN PEMBAHASAN 

 Pada bagian ini, artikel ini menjelaskan kinerja 

berbagai model untuk memprediksi MDD. Kemampuan 

pelatihan, validasi, dan pengujian model-model ini 

ditunjukkan pada Tabel 2, dan artikel ini menerapkan 

model LSSVR, yang biasa digunakan dalam pemodelan 

laboratorium, untuk meramalkan MDD dengan hasil yang 

baik. Model LSSVR dioptimalkan dengan menggunakan 

algoritma inovatif seperti LHHO dan GNDO, yang telah 

terbukti efektif dalam penelitian sebelumnya. Model-

model tersebut dievaluasi berdasarkan kinerjanya terhadap 

pengukuran eksperimental selama fase pelatihan (70%), 

validasi (15%), dan pengujian (15%). Penelitian ini 

menggunakan lima metrik statistik untuk mengevaluasi 

dan membandingkan algoritma yang digunakan dalam 

penelitian ini secara komprehensif. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

 

 
 Kinerja dua model hibrida, LSLH dan LSGN, dan 

model LSSVR individu dalam memprediksi sifat MDD 
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dinilai. Model-model tersebut dievaluasi berdasarkan nilai 

R2mereka, yang mengindikasikan jumlah porsi variabilitas 

dalam variabel dependen yang dapat dikaitkan dengan 

pengaruh variabel independen. Setiap model terdiri dari 

tiga bagian: pelatihan, validasi, dan pengujian, dan 

keluarannya diwakili oleh berbagai paramater. Bagian 

pelatihan model LSLH memiliki nilai R2tertinggi, 

sedangkan bagian validasi model LSSVR memiliki nilai 

R2terendah. Parameter RMSE berkisar antara 15.7259 

hingga 47.455, dengan bagian train LSLH memiliki error 

terendah dan bagian validasi LSSVR memiliki error 

tertinggi. Model LSLH memiliki nilai MSE terkecil, 

sedangkan model LSSVR memiliki nilai MSE tertinggi. 

Bagian kereta model LSLH memiliki nilai RSR yang 

paling sesuai sedangkan bagian validasi model LSSVR 

memiliki nilai RSR yang paling rendah. Model hybrid 

LSLH memiliki performa yang paling optimal dengan nilai 

0.7844 pada bagian train untuk MAPE dan parameter 

lainnya, sedangkan model LSSVR memiliki performa yang 

paling buruk dengan nilai 2.3684 pada bagian validasi. 

 Nilai proyeksi dari dua model hibrida LSGN dan 

LSLH serta nilai aktual dari satu model LSSVR 

dikontraskan dalam plot sebaran yang ditunjukkan pada 

Gbr. 3. Tahap pelatihan, validasi, dan pengujian diwakili 

oleh tiga kecocokan linier pada plot, yang juga berisi garis 

tengah. Hasilnya menunjukkan bahwa ketiga model 

memiliki hubungan positif yang kuat korelasi antara nilai 

yang diharapkan dan nilai aktual, yang menunjukkan 

akurasi prediksi yang tinggi. Karena, LSLH memiliki 

tingkat pengelompokan titik data maksimum di sekitar 

garis kecocokan linier, yang menunjukkan peningkatan 

akurasinya, scatter plot menunjukkan bahwa LSLH 

memiliki kinerja yang lebih baik daripada dua model 

lainnya. Sebaliknya, LSGN dan LSSVR menunjukkan 

lebih banyak variasi pada titik-titik datanya. Garis 

kecocokan linier kedua model memiliki kemiringan dan 

intersep yang sama, yang menunjukkan kapasitas pra- diksi 

yang serupa.f 

 Perbandingan sampel yang diprediksi dan diukur 

dari tiga model ditunjukkan pada Gbr. 4 dengan 

menggunakan plot simbol garis, yang menilai tingkat 

kesesuaian antara nilai yang diharapkan dan nilai yang 

diamati dan menekankan efektivitas model. Kedekatan 

atau kesesuaian antara nilai yang diprediksi dan nilai yang 

diukur di seluruh dataset menunjukkan bahwa LSLH 

memberikan akurasi yang baik dan sesuai dengan temuan. 

Meskipun terdapat korelasi yang signifikan antara hasil 

pengukuran dan prediksi untuk LSGN dan LSSVR, data 

empiris menunjukkan perbedaan yang cukup besar. Hal ini 

menunjukkan bahwa, meskipun LSGN dan LSSVR 

efisien, akurasinya tidak dapat menyamai LSLH. Hasil ini 

menyoroti kemampuan model-model yang diusulkan, 

terutama LSLH, untuk memprediksi MDD.f 

 Distribusi persentase kesalahan untuk model yang 

dibangun ditunjukkan pada Gambar 5, di mana sumbu 

vertikal menunjukkan frekuensi kejadian dan sumbu 

horizontal menunjukkan % kesalahan pengambilan. 

Temuan ini menunjukkan bahwa LSLH memiliki jumlah 

kesalahan yang paling sedikit, dengan sebagian besar 

persentase kesalahan berada di antara 0 dan 10%. Sebagai 

perbandingan, penyebaran persentase kesalahan lebih luas 

untuk LSGN dan LSSVR, dan terdapat frekuensi yang 

lebih besar untuk hasil yang berada di atas ambang batas 

10%. Selain itu, distribusi yang condong ke arah kanan 

terlihat pada LSGN dan LSSVR. 

 kesalahan untuk model-model yang digunakan 

dalam investigasi ini ditunjukkan pada Gambar . 6. Selama 

fase pelatihan, LSLH menunjukkan distribusi normal, 

sedikit penyebaran, dan tingkat kesalahan rata-rata 0%. 

Nilai-nilai dalam distribusi kesalahan berada di bawah 

batas 4%, yang menguntungkan. Di sisi lain, LSSVR 

menunjukkan dispersi pada kedua fase dan memiliki 

distribusi normal yang lebih seragam dan simetris. Tetapi 

model ini hanya memiliki persentase kesalahan sebesar 

4%. Dengan satu datum outlier selama tahap evaluasi yang 

mencapai lebih dari 4% dari dataset, sebuah kejadian yang 

jarang terjadi dalam analisis statistik, LSGN menunjukkan 

perbedaan yang paling banyak dan paling bervariasi. 

Dibandingkan dengan dua model lainnya, distribusi 

Gaussian LSSVR menunjukkan lebih banyak penyebaran 

dan frekuensi kejadian yang lebih rendah di sekitar nol. 

Sementara, semua model berkinerja baik secara 

keseluruhan, LSLH menghasilkan hasil yang lebih baik 

 

4. KESIMPULAN 

 Dalam penelitian ini, sebuah pendekatan baru 

disajikan untuk mengestimasi kepadatan kering maksimum 

(MDD) dengan menggunakan model regresi vektor 

dukungan kuadrat terkecil (LSSVR), yang telah diperbaiki 

dengan optimasi Leader Harris Hawks,  LHHO) dan 

algoritma meta-heuristik optimasi distribusi normal 

tergeneralisasi (GNDO). Kinerja model hibrida yang 

diusulkan, LSLH dan LSGN, serta model LSSVR 

individual dilatih, divalidasi, dan diuji menggunakan 

sampel laboratorium yang dikutip dalam artikel yang 

diterbitkan. Menurut penelitian tersebut, model yang 

diusulkan dapat menghasilkan prediksi MDD yang akurat, 

yang sangat penting untuk memastikan keamanan dan daya 

tahan struktur dalam proyek konstruksi dan rekayasa. 

Kinerja model dinilai melalui metrik evaluasi, termasuk 

R2, RMSE, MSE, RSR, dan MAPE. Sebagai hasil dari 

penelitian ini, model hibrida LSLH mengungguli model 

hibrida LSGN dan model LSSVR individual dengan 

mencapai nilai R2tertinggi pada fase pelatihan dan 

pengujian. 

 Selain itu, pengoptimal LHHO diamati telah 

menghasilkan kombinasi yang sesuai dengan LSSVR, 

menghasilkan akurasi yang tinggi. Studi ini menyoroti 

potensi teknik ML dalam memprediksi sifat- sifat tanah, 

khususnya MDD. Model yang diusulkan secara umum 

dapat digunakan pada berbagai jenis tanah, upaya 

pemadatan, dan kadar air untuk prediksi yang akurat. 

Namun, penelitian lebih lanjut diperlukan untuk 

mengevaluasi kinerja model di bawah kondisi yang 

berbeda dan kepraktisannya dalam skenario dunia nyata. 
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